
 

Abstract—This is a tutorial paper on methods that use 
information theoretic fundamentals for estimating the number of 
sources. Three methods are addressed: the Akaike information 
criterion (AIC), the minimum description length (MDL) and the 
Bayesian information criterion (BIC). The tutorial also provides a 
background material so that the understanding of the above 
methods is facilitated and the text becomes self-contained. 
Nevertheless, a large number of references are cited to allow for 
the reader to seek for more detailed information, if needed. 

Index Terms—Akaike information criterion, Bayesian 
information criterion, estimation of the number of sources, 
maximum description length. 

Resumo—Este tutorial discorre sobre métodos de estimação do 
número de fontes baseados na teoria da informação. Três métodos 
são abordados: o critério de informação de Akaike (AIC), o 
método do comprimento de mínima descrição (MDL) e o critério 
de informação Bayesiana (BIC). Alguns conceitos fundamentais 
também são fornecidos, objetivando facilitar o entendimento dos 
métodos supracitados e tornar o tutorial mais completo e até certo 
ponto independente da consulta a outras referências em um 
primeiro momento. Ainda assim, um grande número de 
referências é listado de forma que o leitor possa procurar por 
informações mais detalhadas, caso necessário. 

Palavras chave—critério de informação de Akaike (AIC), 
critério de informação Bayesiana (BIC), estimação do número de 
fontes, método do comprimento de máxima descrição (MDL). 

I. INTRODUÇÃO 

Estimar o número de fontes significa determinar a 
quantidade de fontes geradoras dos estímulos recebidos por 
um arranjo de sensores. Trata-se de um problema clássico em 
processamento digital de sinais, encontrando aplicações em 
telecomunicações, em medicina, em sistemas de radares, em 
estatística e em muitas outras áreas [1]-[8]. 

No contexto de sistemas de telecomunicações, estimar o 
número de fontes significa estimar o número de transmissores 
ativos em uma determinada faixa de frequências, usando um 
arranjo de antenas como elemento sensor ou um conjunto de 
receptores com antenas simples compondo um arranjo virtual 
de antenas. No contexto de sensoriamento espectral em 
sistemas de rádio cognitivo (RC) [9], por exemplo, pode ser 
importante nas técnicas de detecção em que a rede secundária 
conheça o número de transmissores para que possa 
corretamente computar a estatística de teste que permitirá 
verificar o estado de ocupação do espectro, ou até mesmo 
como dado adicional de entrada de um processo cognitivo 
mais amplo. Neste caso as antenas dos rádios cognitivos 
compõem o arranjo virtual de antenas. Outra aplicação em 
sistemas de telecomunicações consiste da estimação da 
variância de ruído térmico na entrada de um receptor, na 
presença de sinal. Vários algoritmos de estimação desta 
variância necessitam conhecer o número de sinais recebidos de 

forma que operem a contento [3]. Este também é o caso de 
vários algoritmos de estimação de direção de chegada (DoA, 
direction of arrival) de sinais em arranjos de antenas, os quais 
produzem estimativas mais precisas se é conhecido o número 
de transmissores [10]. Em sistemas de radar, a estimação do 
número de fontes pode auxiliar no conhecimento do número 
de ecos de um sinal refletido por um alvo, permitindo que 
etapas posteriores de processamento reduzam a influência de 
tais ecos na caracterização do alvo [2][11]. Em medicina, a 
estimação do número de fontes pode ser utilizada, por 
exemplo, na contagem do número de neurônios que respondem 
a estímulos controlados em cada parte do cérebro, permitindo 
que as áreas cerebrais sensíveis a cada tipo de estímulo sejam 
identificadas [8]. 

Muito se tem pesquisado sobre a estimação do número de 
fontes desde o trabalho seminal de M. Wax e T. Kailath [2], o 
qual discorre sobre os métodos fundamentados pela teoria da 
informação. Entre eles merecem destaque o método baseado 
no critério de informação de Akaike (AIC, Akaike information 
criterion), o método do comprimento de mínima descrição 
(MDL, minimum description length) e o método baseado no 
critério de informação Bayesiana (BIC, Bayesian information 
criterion) [12]. Dentre estes, o método MDL tem sido 
considerado referência ou elemento de comparação na maioria 
dos estudos de estimação [3]. 

Métodos baseados na teoria de matrizes aleatórias (RMT, 
random matrix theory) têm sido explorados como alternativos 
em relação àqueles baseados na teoria da informação. Em [3], 
por exemplo, são aplicados recentes resultados sobre a 
distribuição dos autovalores da matriz de covariância do sinal 
recebido e do ruído em um novo algoritmo baseado em uma 
sequência de testes de hipóteses. O algoritmo de [3] procura 
obter alta probabilidade de detecção correta em regimes de 
baixa relação sinal-ruído, característica marcante do estimador 
AIC, bem como boa consistência em regimes de grandes 
números de amostras do sinal recebido, característica relevante 
do estimador MDL. A maior desvantagem do método baseado 
na teoria de matrizes aleatórias consiste da necessidade de se 
estimar a variância de ruído térmico para que, em seguida, um 
limiar de decisão do teste de hipóteses seja computado. Isto 
pode representar um grande obstáculo de ordem prática, além 
de produzir variação de desempenho em função do grau de 
precisão do valor estimado de variância. 

Nos métodos baseados na teoria da informação, assim como 
no método baseado na teoria de matrizes aleatórias, o número 
de fontes é estimado tomando por base uma classificação dos 
autovalores da matriz de covariância do sinal (estímulo) 
sensoriado. Tal classificação pode ser caracterizada como um 
problema de seleção de modelo (model selection) ou de 
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determinação de ordem de modelo (model order 
determination) [1]-[3][12] e busca identificar, dentre todos os 
autovalores, um subconjunto cujo número de elementos está 
associado ao número de sinais recebidos. Esta classificação 
dos autovalores corresponde a um dos maiores desafios destes 
métodos. 

Neste tutorial apresenta-se uma introdução aos métodos de 
estimação do número de fontes baseados na teoria da 
informação, restringindo-se a abordagem àqueles que utilizam 
os autovalores da matriz de covariância do sinal recebido. 
Como preparação para o entendimento de tais métodos, a 
Seção II descreve a formulação do problema e na Seção III são 
apresentados alguns fundamentos relacionados à teoria da 
estimação de ordem de modelo. Nas seções IV, V e VI são 
apresentados os métodos de estimação AIC, BIC e MDL, 
respectivamente e também resultados de simulação e 
interpretações sobre o desempenho de cada um. A Seção VII 
apresenta resultados de simulação comparativos e os 
comentários finais estão presentes na Seção VIII. 

II.  FORMULAÇÃO DO PROBLEMA 

Considere que o sinal incidente em um receptor com um 
arranjo de m antenas (ou em m receptores com uma antena 
cada um, formando um arranjo virtual) no i-ésimo instante de 
tempo discreto, i = 1, 2,..., n, possa ser representado por 

 
,i i i= +x Hs n                               (1) 

 
em que {xi} = { x(ti)} denota observações m-dimensionais do 
sinal recebido, H é a matriz de canal de ordem m×p, com p 
colunas linearmente independentes contendo m elementos. Os 
elementos {hkl} de H, k = 1, 2,..., m e l = 1, 2,..., p, 
representam o ganho do canal entre o l-ésimo transmissor (ou 
fonte) e o k-ésimo sensor (elemento em um arranjo de antenas 
ou receptor com antena simples), como ilustrado na Figura 1. 
O conjunto {si}, de ordem p×1, representa sinais aleatórios 
estacionários de média nula. Por fim, {ni}, de ordem m×1, 
representa os vetores de ruído aditivo Gaussiano N(0, σ2I ), 
com I  sendo uma matriz identidade de ordem m. 
 

 
 

Figura 1: Representação dos ganhos na matriz de canal H em um cenário com 
p transmissores e m receptores. 

 
Seja R a matriz de covariância do sinal recebido, a qual tem 

sua estimativa de máxima verossimilhança dada pela média 
amostral (sample covariance matrix) 

 

† †

1

1 1ˆ ,
n

i i
in n=

= =∑R x x XX                           (2) 

 
em que † denota conjugado transposto e X, de ordem m×n, é a 
matriz formada arranjando-se lado a lado os n vetores do 
conjunto {xi}. Seja S, de ordem p×n, a matriz formada 
arranjando-se lado a lado os n vetores {si}. Se N, de ordem 
m×n, é a matriz formada arranjando-se lado a lado os n vetores 
{ ni}, então se pode escrever que X = HS + N. 

Devido à média nula do ruído e sua independência do sinal, 
pode-se facilmente verificar que R pode ser assim escrita [2]: 

 
† † 2

s[ ] ,E σ= = +R XX HR H I                           (3) 

 
em que Rs é a matriz de covariância do sinal transmitido, ou 
seja, Rs = E[SS†]. Da teoria de álgebra linear, se a matriz de 
canal H tiver todas as p colunas linearmente independentes 
(full rank), o posto (rank) da matriz HRsH

† será p ou, 
equivalentemente, os m – p menores autovalores de HRsH

† 
serão nulos. Como os autovalores de R são os autovalores de 
HRsH

† mais os autovalores de σ2I , então os m – p menores 
autovalores de R serão iguais a σ2. Note então que é possível 
se estimar o número de fontes p determinando-se a 
multiplicidade dos menores autovalores de R. 

Na prática, entretanto, não se conhece a matriz de 
covariância R, mas apenas sua estimativa R̂ , a qual é obtida a 
partir de um número finito n de amostras, conforme [2]. Neste 
caso os menores autovalores de R̂  serão diferentes com 
probabilidade 1, e a estimação do número de fontes 
meramente “observando” os autovalores se torna tarefa 
bastante complexa [2]. 

A classificação dos autovalores de R̂  em dois grupos que 
permitam identificar quantos são os maiores (ou menores) 
corresponde justamente ao maior problema na estimação do 
número de fontes por meio da estimativa da matriz de 
covariância do sinal recebido. Para ilustrar esse problema, a 
Figura 2 mostra os gráficos dos autovalores {λ1 ≥ λ2 ≥ ⋯ ≥ λm 
} da matriz de covariância do sinal recebido, R̂ , normalizados 
em relação ao máximo autovalor, para valores de relação sinal-
ruído (SNR, signal-to-noise ratio) de 0 dB e −15 dB. O 
número de fontes é p = 5, o número de sensores é m = 30, o 
número de amostras por receptor (sensor) é n = 1000 e a 
potência total do sinal transmitido é unitária. Perceba que os m 
– p = 25 menores autovalores estão nitidamente separados dos 
p = 5 maiores, possibilitando uma estimação correta do 
número de fontes p. Já para uma SNR = −15 dB, 
correspondente a uma relação sinal-ruído bem menor, é 
praticamente impossível notar a separação entre os p maiores e 
os m – p menores autovalores, o que significa que a estimação 
do número de fontes nessa situação levaria a uma alta 
probabilidade de erro. 
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Figura 2: Classificação dos autovalores da matriz de covariância estimada 

para SNR = 0 dB e SNR = −15 dB . 

III.  FUNDAMENTOS 

Nesta seção são apresentados alguns fundamentos sobre a 
teoria da estimação de ordem (ou seleção) de modelo. Não se 
pretende aqui cobrir com profundidade todos os conceitos e 
desenvolvimentos matemáticos, mas apenas estabelecer a 
conexão entre eles de forma que o leitor possa conseguir 
entender as origens de cada um dos métodos de estimação 
discutidos. Espera-se também que os fundamentos aqui 
apresentados sirvam para que o leitor tenha condições de 
estudar tais métodos de forma mais aprofundada, ou até 
mesmo estudar outros métodos não cobertos neste artigo. 

A. Estimação de Ordem de Modelo pelo Critério de Máxima 
Verossimilhança 

Considere um vetor m-dimensional x  observado em um 
determinado instante de tempo discreto. O critério de máxima 
verossimilhança pode ser utilizado para se obter a estimativa 
de um determinado parâmetro a partir desse vetor [12][13]. 
Considerando x  uma variável aleatória (multidimensional) 
associada a um sinal recebido e θ um vetor de parâmetros 
desse sinal, a função densidade de probabilidade (FDP) de x 
pode ser representada por ( , )f x θ , conhecida como função de 
verossimilhança do vetor x  em função dos parâmetros em θ 
[2][3][12]. Seja o vetor x  representado por [12] 
 

( ) ,x γ ηµ= +                                       (4) 

 
em que γ é um vetor desconhecido, µ(γ) é uma função 
determinística de γ e ηηηη representa o ruído Gaussiano e branco 
(AWGN, additive white Gaussian noise) de média zero e 
matriz de covariância igual a σ2I . Então se pode escrever 

( , )f x θ  como [12]
   

2

2

( )

2
/2 2 /2

1
( , )

(2 ) ( )m m
f e

µ

σ

π σ

− − γ

θ =
x

x ,               (5) 

 

em que  

2
 =
σ

 
 
  

γ
θ .                                        (6) 

 
Como θ, a princípio, é um vetor de parâmetros 

desconhecidos, representa-se por θ̂  a sua estimativa. A 
aplicação do critério de máxima verossimilhança consiste em 
encontrar o conjunto de parâmetros que maximiza ( , )f x θ  ou 
ln ( , )f x θ , já que a função logarítmica é uma função 
monotônica crescente. A estimativa de máxima 
verossimilhança do vetor θ pode assim ser escrita [12]: 
 

ˆ arg max ln ( , )f=
θ

θ x θ .                          (7) 

 
Em muitas aplicações, não somente os valores dos 

parâmetros estimados a partir do vetor observado são de 
interesse, mas também a dimensão do vetor de parâmetros θ. 
Esta dimensão é usualmente denominada de ordem do modelo 
em análise e pode estar associada, por exemplo, ao número de 
fontes de sinais incidindo sobre um arranjo de sensores. É 
dessa forma que o critério de máxima verossimilhança está 
conectado aos métodos de seleção ou de determinação de 
ordem de modelo [12]. 

A seguir, o problema de seleção de ordem de modelo é 
formulado como um teste de hipóteses, para o qual se verifica 
que o critério do máximo a posteriori (MAP) pode ser 
considerado ótimo. Em seguida discute-se sobre o critério de 
informação de Kullback-Leibler (KL), o qual direciona para 
uma abordagem alternativa para a elaboração de regras de 
seleção de ordem de modelo baseadas na teoria da informção. 

B. Estimação de Ordem de Modelo pelo Critério do Máximo 
a Posteriori (MAP)  

Seja Hk a hipótese de que a ordem do modelo em análise é 
k e seja K um limitante superior para essa ordem. Considere 
ainda que as hipóteses 1{ }H K

k k=  são mutuamente excludentes, 
ou seja, apenas uma delas pode ser considerada como 
verdadeira por vez. O critério MAP é aquele que maximiza a 
probabilidade a posteriori da hipótese Hk, ( | )HkP x , e 
alternativamente pode ser assim descrito [12]: 

 
max ( | ) ( ),k k

k
f Px H H                               (8) 

 
em que P(Hk) é a probabilidade a priori de Hk. Se as 
hipóteses são equiprováveis, o critério MAP se reduz a 

 
max ( | ).k

k
f x H                               (9) 

 
No contexto de estimação de parâmetros, quando o 

parâmetro estimado é um inteiro, se costuma dizer que se trata 
de um problema de detecção. Sendo assim, quando se estima o 
parâmetro de interesse atribui-se ao processo de estimação 
uma probabilidade de detecção correta. Considere que, para o 
problema de estimação de ordem de modelo, a probabilidade 
de detecção correta Pc seja aquela obtida pela média sobre 
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todas as hipóteses. Pode-se mostrar [12] que o critério MAP 
minimiza Pc e que, portanto, trata-se de um critério ótimo para 
determinação de ordem de modelo. 

Aspectos de realização prática do critério MAP são 
discutidos mais adiante, na Subseção III-D. 

C. Distância de Kullback-Leibler (KL) 

A distância de Kullback-Leibler é uma medida de 
discrepância entre duas FDPs, a verdadeira e a estimada, por 
exemplo. Definindo a FDP verdadeira como ( , )f x θ

 
e a FDP 

estimada como ˆ( , )f x θ , a distância de Kullback-Leibler é 
definida como [12] 

 
( , )ˆ[ ( , ), ( , )] ( , ) ln .

ˆ ( , )

f
D f f f d

f

x θ
x θ x θ x θ x

x θ
= ∫           (10) 

 
Pode-se mostrar [12] que ˆ[ ( , ), ( , )] 0D f f ≥x θ x θ  e que 

ˆ[ ( , ), ( , )] 0D f f =x θ x θ  se e somente se ( , )f x θ  = ˆ( , )f x θ . 
A distância de KL é também conhecida como entropia 

relativa. Como, segundo a teoria da informação, a entropia é 
uma medida de quantidade de informação, então se pode 
associar a discrepância medida pela distância de KL à perda de 
informação pelo uso de ̂( , )f x θ  em vez de ( , )f x θ . Por essa 
razão a distância de KL é às vezes denominada de função de 
informação de KL e os métodos de determinação de ordem de 
modelo dela derivados são usualmente denominados de 
métodos baseados na teoria da informação. 

Aspectos de realização prática da informação de KL são 
discutidos na próxima subseção. 

D. Aplicação do critério MAP e da informação de KL na 
estimação de ordem de modelo 

É importante ressaltar que nem o critério MAP nem a 
informação de KL podem ser utilizados diretamente para 
estimação de ordem de modelo, pois as FDPs relacionadas ao 
vetor de dados sob as várias hipóteses, ( | )H kf x , ou a FDP 
verdadeira dos dados, ( , )f x θ , são desconhecidas. 

Uma alternativa para se utilizar a abordagem MAP consiste 
em se atribuir uma FDP a priori para o vetor desconhecido θ , 
integrando ( , | )H kf x θ  em relação a essa FDP para se 
encontrar a FDP associada a cada hipótese, ( | )Hkf x . 

Em relação à informação de KL, uma possibilidade de 
utilizá-la na estimação de ordem do modelo consiste em 
utilizar uma estimativa da distância de KL, denotada por 

ˆˆ [ ( , ), ( , )]D f fx θ x θ , escolhendo-se uma FDP ˆ ( , )f x θ  que seja 
adequada ao modelo. A determinação da ordem do modelo é 
então realizada pela minimização de ˆˆ [ ( , ), ( , )]D f fx θ x θ . 

No caso particular da informação de KL, note que a 
expressão (10) pode ser reescrita como 

 

[ ]

( , )ˆ[ ( , ), ( , )] ln
ˆ ( , )

ˆln ( , ) ln ( , ) ,

f
D f f E

f

E f E f

 
 =   

 = −   

x θ
x θ x θ

x θ

x θ x θ

         (11). 

 
em que o valor esperado é tomado com relação à FDP real dos 
dados observados,( , )f x θ . Note que somente a parcela da 

direita em (11) é dependente do modelo. Então, maximizar 
ˆˆ [ ( , ), ( , )]D f fx θ x θ  é equivalente a maximizar ˆ[ln ( , )]E f x θ , a 

chamada informação relativa de Kullback-Leibler. 
A escolha ideal para ̂ ( , )f x θ  de forma que ˆ[ln ( , )]E f x θ  

seja maximizada é ( , )f x θ . Como esta função não está 
disponível, uma escolha razoável seria aquela obtida com os 
parâmetros estimados, ou seja, ˆ( , )f x θ . No entanto, ainda não 
seria possível computar o valor esperado ˆ[ln ( , )]E f x θ , já que 

( , )f x θ , a FDP real dos dados sobre a qual o valor esperado 
seria tomado, não é conhecida. Como saída poderíamos 
utilizar o estimador não polarizado trivial de ˆ[ln ( , )]E f x θ , 
que é ˆln ( , )f x θ . Entretanto, como ressaltado em [12], a 
ordem de modelo obtida a partir da maximização de ˆln ( , )f x θ  
não terá propriedades interessantes, podendo falhar 
completamente em alguns casos, principalmente naqueles em 
que hipóteses estão aninhadas, ou seja, quando o modelo 
associado a uma hipótese é um caso particular de um modelo 
associado a outra hipótese. 

Uma primeira abordagem para a solução do problema 
supracitado consiste em aproximar a FDP desconhecida do 
modelo, ( , )f x θ , por uma expansão de Taylor em torno do 
vetor de parâmetros estimados, θ̂ , usando então essa 
aproximação como ̂ ( , )f x θ  no problema de maximização da 
informação relativa de KL, ˆ[ln ( , )]E f x θ . Como resultado, a 
ordem de modelo k (dimensão do vetor ̂θ ) estimada será 
aquela que minimiza [12] 

 
ˆ2ln ( , ) .f k− +x θ                                  (12). 

 
Verificou-se em [12] que a ordem do modelo obtida por 

meio da minimização de (12) tende a ser superestimada porque 
uma redução no primeiro termo tende a ser pouco compensada 
pelo aumento no segundo termo. Em outras palavras, o 
segundo termo em (12) penaliza a sobrestimação, mas não o 
faz a contento. Mais genericamente, o termo de penalização 
(ou termo de correção) é então responsável por tornar não 
polarizada a estimativa da distância média de KL entre a 
densidade real do modelo, ( , )f x θ , e a densidade estimada 

ˆ( , )f x θ . 
Como visto na Subseção III-A, a densidade ˆ( , )f x θ  pode 

ser determinada a partir da estimativa de máxima 
verossimilhança ̂θ  do vetor de parâmetros desconhecidos. 
Para o caso específico da estimação da ordem do modelo 
aplicada à estimação do número de fontes, ˆ( , )f x θ , ou 

ˆln ( , )f x θ , é uma função dos autovalores {λ1 ≥ λ2 ≥ ⋯ ≥ λm } 
da matriz de covariância do sinal recebido. Admitindo ruído 
Gaussiano, sinais fonte com distribuição Gaussiana e matriz de 
canal com posto máximo (full rank), tal função de log-
verossimilhança terá a forma [2] 

 

1

1

1

ˆln ( , ) ln .

m

i
i k

m km

im k
i k

f nx θ

λ

λ

= +
−

−
= +

     

=
∏

∑
                   (13) 
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Pode-se verificar [2] que o vetor ̂θ  terá k+1+2mk 
parâmetros, dos quais k(2m–k)+1 são parâmetros livres para 
escolha. Portanto, de acordo com (12), o número de fontes 
estimado será o valor de k que minimiza 

 

1

1

1

2  termo de correção.ln

m

i
i k

m km

im k
i k

n

λ

λ

= +
−

−
= +

     

− +



∏

∑
       (14) 

 
A seguir verifica-se que os critérios AIC, BIC e MDL tem 

uma forma muito similar àquela representada pela expressão 
(14). Basicamente o que difere tais critérios é forma como 
cada um penaliza a sobrestimação da ordem do modelo, o que 
é determinado pelo termo de correção, que será uma função do 
número de parâmetros livres k(2m–k)+1. 

IV. CRITÉRIO DE INFORMAÇÃO DE AKAIKE (AIC) 

O método de estimação de ordem de modelo por meio do 
critério de informação de Akaike (AIC, Akaike information 
criterion) foi proposto por Akaike em 1973 [14][15]. 
Derivado dos conceitos de minimização da informação de 
Kullback-Leibler, o método AIC consiste em selecionar a 
ordem do modelo que minimiza [2] 
 

ˆ2 ln ( , ) 2 .f x θ κ− +                           (15) 

 
O primeiro termo do estimador AIC corresponde ao 

primeiro termo de (12) e o termo de correção κ corresponde 
ao número de parâmetros livres em θ . Substituindo em (15) a 
função de log-verossimilhança de (13) e o número de 
parâmetros livres k(2m–k)+1 de θ  para o problema de 
estimação do número de fontes, o critério de informação de 
Akaike passa a ser escrito como 
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O número de fontes estimado, p̂ , será o valor de k que 

minimiza AIC(k), para k = 0, 1, ..., m – 1. 
Todos os gráficos apresentados deste ponto em diante foram 

obtidos por meio de um mínimo de 3000 eventos de Monte 
Carlo utilizando o programa Matlab®. O código fonte 
desenvolvido está reproduzido no Apêndice. 

O desempenho do estimador AIC é mostrado na Figura 3, 
considerando SNR variável, potência de transmissão unitária, 
número de fontes p = 5 e p = 15, n = 500 amostras por sensor 
e m = 30 sensores. As curvas Pc e Pse representam as 
probabilidades de detecção correta e de sobrestimação do 
número de fontes, respectivamente. Note que, como esperado, 
o aumento da SNR eleva a probabilidade de detecção correta. 
No entanto, verifica-se que é necessária uma SNR maior caso 

se deseje alta probabilidade de detecção correta para um 
número maior de fontes. Tais comportamentos não são 
particulares do AIC, ressalta-se. Observe também na Figura 3 
que, mesmo para altos valores de SNR, o estimador AIC não 
atinge Pc = 1, o que é uma característica intrínseca a este 
estimador (como mostrado mais adiante, esse comportamento 
é causado porque o estimador AIC não é consistente, 
apresentando sempre uma probabilidade não nula de 
sobrestimação). Note também que, para altos valores de SNR, 
a probabilidade de sobrestimação Pse → (1 – Pc), o que 
significa que, quando o estimador comete um erro, comete-o 
estimando um número de fontes maior que o real (p). Isto não 
ocorre para valores mais baixos de SNR, ou seja, embora haja 
erros de sobrestimação nesta situação, a maior parte deles é de 
subestimação: note na Figura 3 que em regimes de baixa SNR 
tem-se (1 – Pc) ≫ Pse. 

 

 
Figura 3: Desempenho do estimador AIC para SNR variável. 

 

A Figura 4 mostra o desempenho do estimador AIC para o 
número de fontes variável, SNR = 0 dB e −5 dB, n = 1000 
amostras por sensor e m = 30 sensores. Note que, para uma 
SNR fixa, a probabilidade de detecção correta decresce com o 
aumento do número de fontes. Note também que o máximo 
número de fontes estimado com alta probabilidade de detecção 
correta decresce à medida que a SNR é reduzida. Observe 
novamente que Pc não atinge o valor 1 devido à probabilidade 
não nula de sobrestimação produzida pelo estimador AIC. 

A Figura 5 mostra o desempenho do estimador AIC para o 
número de amostras variável, SNR = −2 dB e −4 dB, número 
de fontes p = 10 e m = 30 sensores. Por meio desta figura é 
possível notar que, de fato, o estimador AIC é inconsistente, 
ou seja, o valor estimado não converge para o valor real do 
parâmetro estimado (p) à medida que se aumenta o número de 
amostras colhidas (n). Observe também que valores mais 
baixos de SNR pressupõem maior número de amostras para 
que se atinja uma determinada probabilidade de detecção 
correta. Esta não é, contudo, uma característica particular do 
estimador AIC. 
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Figura 4: Desempenho do estimador AIC para número de fontes variável. 

 

 
Figura 5: Desempenho do estimador AIC para número de amostras variável. 

V. CRITÉRIO DE INFORMAÇÃO BAYESIANO (BIC) 

O critério de informação Bayesiano (BIC, Bayesian 
information criterion), também conhecido como critério de 
Schwarz, foi proposto por Schwarz em 1978 [16]. 

Tanto o AIC quanto o BIC se baseiam na minimização da 
informação de KL. No entanto, diferentemente do AIC, em 
uma das formas de desenvolvimento matemático do BIC 
utiliza-se a FDP a priori do parâmetro a ser estimado, ( )f θ , 
de forma análoga ao que acontece no critério MAP com as 
probabilidades a priori das hipóteses. O uso de ( )f θ  se faz 
necessário devido à adoção de uma aproximação ligeiramente 
diferente daquela adotada no AIC na aproximação da FDP 
desconhecida do modelo em torno do vetor de parâmetros 
estimados. 

Assim como no MAP, o teorema de Bayes é invocado no 
desenvolvimento matemático do BIC de forma a relacionar 
devidamente as probabilidades a priori e a posteriori. Essa é a 
razão da associação do nome “Bayesiano” ao BIC. 

Contrastando com o estimador AIC, o estimador BIC é 
consistente, ou seja, a probabilidade de detecção correta tende 

a 1 com o aumento no número de amostras. Matematicamente, 
Pc → 1 se n → ∞. Portanto, assim como o MAP, o estimador 
BIC é considerado ótimo para o problema de seleção de ordem 
de modelo. 

O método BIC consiste em selecionar a ordem do modelo 
que minimiza [12] 
 

ˆ2 ln ( | ) lnf nκ− +x θ .                          (17) 

 
Note que o primeiro termo do estimador BIC também 

corresponde ao primeiro termo de (12) e o termo de correção 
que corresponde ao número de parâmetros livres em θ  tem 
um fator ln.n extra. Substituindo em (17) a função de log-
verossimilhança de (13) e o número de parâmetros livres 
k(2m–k)+1 de θ  para o problema de estimação no número de 
fontes, o critério de informação Bayesiano passa a ser escrito 
como 
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O número de fontes estimado, p̂ , será o valor de k que 

minimiza BIC(k), para k = 0, 1, ..., m – 1. 
O desempenho do estimador BIC é mostrado na Figura 6, 

considerando SNR variável, potência de transmissão unitária, 
p = 5 e p = 15, n = 1000 e m = 30. Observe novamente que o 
aumento da SNR traduz-se em aumento da probabilidade de 
detecção correta e que é necessária uma SNR maior caso se 
deseje alta probabilidade de detecção correta para um número 
maior de fontes. Em contraste com o estimador AIC, observe 
na Figura 6 que o estimador BIC atinge Pc = 1, o que ocorre 
porque o estimador BIC é consistente. Note também que a 
probabilidade de sobrestimação é sempre nula, ou seja, quando 
o estimador BIC comete um erro comete-o sempre estimando 
um número de fontes menor que p. 

A Figura 7 mostra o desempenho do estimador BIC para o 
número de fontes variável, SNR = 0 dB e −5 dB, n = 1000 e m 
= 30. Assim como no caso do AIC, a probabilidade de 
detecção correta decresce com o aumento do número de fontes 
e o máximo número de fontes estimado com alta probabilidade 
de detecção correta decresce à medida que a SNR é reduzida. 
Observe novamente que Pc pode atingir o valor 1 e que Pse = 0 
em qualquer situação. 

A Figura 8 mostra o desempenho do estimador BIC para o 
número de amostras variável, SNR = 0 dB e 2 dB, p = 10 e m 
= 30. Por meio desta figura é possível notar que, de fato, o 
estimador BIC é consistente, ou seja, a probabilidade de 
detecção correta converge para 1 à medida que se aumenta o 
número de amostras. Observe também que, assim como no 
caso do AIC, valores mais baixos de SNR pressupõem maior 
número de amostras para que se atinja uma determinada 
probabilidade de detecção correta com o BIC. 
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Figura 6: Desempenho do estimador BIC para SNR variável. 

 

 
Figura 7: Desempenho do estimador BIC para número de fontes variável. 

 

 
Figura 8: Desempenho do estimador BIC para número de amostras variável. 

VI. MÉTODO DO COMPRIMENTO DE MÍNIMA DESCRIÇÃO 

(MDL) 

O método do comprimento de mínima descrição (MDL, 
minimum description length) foi desenvolvido de forma 
independente por Schwars [16] e Rissanen [17] em 1978. O 
desenvolvimento do método MDL também utiliza conceitos 
relacionados à teoria da informação. Particularmente, Schwars 
adotou uma abordagem Bayesiana, similar àquela utilizada no 
desenvolvimento do BIC. Rissanen, no entanto, se baseou em 
aspectos de compressão de informação. Resumidamente, 
Rissanen notou que cada modelo em julgamento pode ser 
interpretado como uma forma de codificação de fonte 
(compressão) dos dados observados. O modelo selecionado é 
então aquele que mais comprime tais dados, ou seja, é aquele 
que minimiza o comprimento médio do código. O nome 
minimum description length advém dessa observação. 

Embora derivado a partir de diferentes abordagens, o 
estimador MDL obtido por Schwarz e por Rissanen mostrou-
se ser o mesmo. Mais que isso, em alguns casos o estimador 
MDL é equivalente ao BIC. Essa equivalência é válida 
somente se, no desenvolvimento de ambos os estimadores, 
considera-se que o número de parâmetros estimados é fixo. 
Caso seja variável ou crescente à medida que o número de 
amostras aumenta, os modelos para os estimadores BIC e 
MDL se tornam distintos, podendo estimar ordens de modelo 
bastante distintas [18]. 

No presente contexto os critérios para equivalência entre 
MDL e BIC são satisfeitos e, portanto, o estimador MDL tem 
a mesma expressão e o mesmo desempenho do BIC. Então, 
conforme (18), 
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Assim, o número de fontes estimado, p̂ , será o valor de k 

que minimiza MDL(k), para k = 0, 1, ..., m – 1. 

VII.  COMPARAÇÃO ENTRE AIC E BIC/MDL 

Uma primeira comparação entre o AIC e o MDL/BIC é 
mostrada na Figura 9, considerando SNR variável, potência de 
transmissão unitária, p = 5, n = 1000 e m = 30. Nota-se que o 
MDL/BIC apresenta pior desempenho que o AIC em regime 
de baixa SNR. No entanto, a inferioridade do MDL/BIC deixa 
de existir em altos valores de SNR, pois mesmo produzindo 
altos valores de probabilidade de acerto, o AIC resulta em uma 
probabilidade de sobrestimação não desprezível, fazendo com 
que a probabilidade de acerto nunca seja 1. 

 

99
SOARES, GUIMARÃES  & SOUZA: ESTIMAÇÃO DO NÚMERO DE FONTES UTILIZANDO MÉTODOS BASEADOS 

NA TEORIA DA INFORMAÇÃO



 

 
Figura 9: AIC versus MDL/BIC para SNR variável. 

 
A Figura 10 mostra uma comparação entre o AIC e o 

MDL/BIC para o número de fontes variável, SNR = 0 dB, n = 
1000 e m = 30. O AIC se mostra superior em termos do 
máximo número de fontes estimado a partir de p = 10, 
inclusive. No entanto, não consegue atingir probabilidade de 
detecção correta máxima para p < 9, também devido ao fato de 
apresentar uma probabilidade de sobrestimação não 
desprezível. 

A Figura 11 mostra uma comparação entre o AIC e o 
MDL/BIC para o número de amostras variável, SNR = −5 dB, 
p = 5 e m = 30. Percebe-se que o AIC consegue proporcionar 
altas probabilidades de detecção correta com um número de 
amostras significativamente inferior ao necessário no 
MDL/BIC. No entanto, a probabilidade de detecção correta do 
estimador AIC nunca atinge o valor 1, posto que tal estimador 
não é consistente, apresentando uma probabilidade de 
sobrestimação irredutível mesmo com o aumento do número 
de amostras. 

 

 
Figura 10: AIC versus MDL/BIC para número de fontes variável. 

 

 
Figura 11: AIC versus BIC/MDL para o número de amostras variável. 

VIII.  CONCLUSÕES  

Este tutorial abordou três métodos de estimação do número 
de fontes baseados na teoria da informação: o critério de 
informação de Akaike (AIC), o método do comprimento de 
mínima descrição (MDL) e o critério de informação Bayesiana 
(BIC). Alguns conceitos fundamentais também foram 
fornecidos, objetivando facilitar o entendimento desses 
métodos e tornar o tutorial mais completo e até certo ponto 
independente da consulta a outras referências em um primeiro 
momento. Ainda assim, um grande número de referências é 
listado a seguir, de forma que o leitor possa procurar por 
informações mais detalhadas caso assim deseje. 

Como há outros métodos de estimação do número de fontes 
e este tutorial está restrito aos métodos AIC, BIC e MDL, 
pode-se considerar este trabalho como um primeiro contato do 
leitor com a formulação do problema e com algumas formas 
de resolvê-lo, servido assim como base para o entendimento de 
outros métodos. 

Em termos teóricos, observou-se que, a despeito de 
utilizarem abordagens não totalmente iguais em seus modelos 
matemáticos, os estimadores AIC, BIC e MDL possuem 
expressões finais bastante parecidas: todas contém uma 
parcela referente à estimação de máxima verossimilhança do 
vetor de parâmetros desconhecidos e uma parcela de correção 
cuja função é regular tendências de sobrestimação da ordem 
do modelo em análise. Os métodos diferem na forma como 
realizam tal correção. 

Foi verificado que, para as condições adotadas na estimação 
do número de fontes, os modelos referentes ao MDL e ao BIC 
são idênticos, produzindo, portanto, desempenhos idênticos. 

Comparando os estimadores AIC e MDL/BIC, observou-se 
que, por ser consistente, o MDL pode proporcionar 
probabilidade de detecção correta igual a 1, dependendo dos 
parâmetros sistêmicos. No entanto, percebeu-se que o AIC 
pode suplantar o MDL em determinadas situações, 
principalmente em regime de baixa SNR, maior número de 
fontes e pequeno número de amostras. 
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Pode-se também concluir que o AIC pode ser preferido se a 
situação em que for aplicado permitir que a probabilidade de 
detecção correta seja um pouco menor que 1. 

APÊNDICE 

O programa em Matlab apresentado a seguir tem como 
objetivo simular a detecção do número de fontes utilizando as 
técnicas AIC, BIC e MDL descritas neste tutorial. Os 
parâmetros de entrada são m, n, N (eventos de Monte Carlo), p 
e SNR. Na linha de comando sel = 'SNR'  selecione o 
parâmetro que se deseja variar. No exemplo, a SNR é o 
parâmetro variável. 

 
 
m=30; % número de sensores 
n=1000; % número de amostras por sensor 
N=3000;% número de eventos de Monte Carlo 
p=5; % número de fontes 
SNR=0; % Relação sinal-ruído em dB 
 
sel = 'SNR; 
 
switch (sel) 
     
    case 'SNR' 
        Parametro = [-15 -12 -10 -8 -6 -4 -2 0 2 4 6 
8 10 12 15]'; % para SNR %variável 
    case 'Nr Sensores' 
        Parametro=[1 5 10 15 20 25 30 35 40 45 50]'; 
% para m variável 
    case 'Nr Fontes' 
        Parametro=[1 3 5 7 9 11 13 15 17 20]'; % 
para p variável 
    case 'Nr Amostras' 
        Parametro=[5 50 100 200 300 400 400 500 600 
700 800]'; % para n variável 
end 
 
Npt=size(Parametro,1); % número de pontos %no 
gráfico = número de valores do %parâmetro variável 
 
for pt=1:Npt 
     
    switch (sel) 
        case 'SNR' 
            SNR = Parametro(pt); 
        case 'Nr Sensores' 
            m = Parametro(pt); 
        case 'Nr Fontes' 
            p = Parametro(pt); 
        case 'Nr Amostras' 
            n = Parametro(pt); 
    end 
     
     
    CcAIC=0; % contador de acertos de estimação 
    CseAIC=0; % contador de sobrestimação 
    CcBIC=0; % contador de acertos de estimação 
    CseBIC=0; % contador de sobrestimação 
    CcMDL=0; % contador de acertos de estimação 
    CseMDL=0; % contador de sobrestimação 
     
    s2=1/(10^(SNR/10)); % variância de %ruído 
térmico 
     
    for test=1:N 
         
        if p==0 
            X=0; 
        else 
            
X=randn(p,n)*sqrt(1/(2*p))+1i*randn(p,n)*sqrt(1/(2*p
)); 
        end 

        
V=randn(m,n)*sqrt(s2/2)+1i*randn(m,n)*sqrt(s2/2); 
        if p==0 
            H=0; 
        else 
            
H=randn(m,p)*sqrt(1/2)+1i*randn(m,p)*sqrt(1/2); 
        end 
         
        Y=H*X+V; 
        R=(Y*Y')/n; 
        lambda=sort(eig(R), 'descend'); 
         
        % Algoritmo AIC -------------- 
        for i=0:m-1 
            AIC(i+1)=-
2*n*log(prod(lambda(i+1:m))/((1/(m-
i))*sum(lambda(i+1:m)))^(m-i))+2*i*(2*m-i); 
        end 
        [minAIC, Iaic]=min(AIC); 
        NrAIC=Iaic-1; 
         
        % Algoritmo BIC --------------- 
        for i=0:m-1 
            BIC(i+1)=-
2*n*log(prod(lambda(i+1:m))/((1/(m-
i))*sum(lambda(i+1:m)))^(m-i))+i*(2*m-i)*log(n); 
        end 
        [minBIC, Ibic]=min(BIC); 
        NrBIC=Ibic-1; 
         
        % Algoritmo MDL --------------- 
        for i=0:m-1 
            MDL(i+1)=-
n*log(prod(lambda(i+1:m))/((1/(m-
i))*sum(lambda(i+1:m)))^(m-i))+(1/2)*i*(2*m-
i)*log(n); 
        end 
        [minMDL, Imdl]=min(MDL); 
        NrMDL=Imdl-1; 
         
        if NrAIC==p 
            CcAIC=CcAIC+1; 
        end 
        if NrAIC>p 
            CseAIC=CseAIC+1; 
        end 
         
        if NrBIC==p 
            CcBIC=CcBIC+1; 
        end 
        if NrBIC>p 
            CseBIC=CseBIC+1; 
        end 
         
        if NrMDL==p 
            CcMDL=CcMDL+1; 
        end 
        if NrMDL>p 
            CseMDL=CseMDL+1; 
        end 
         
    end 
     
    PcAIC(pt)=CcAIC/Ntests; 
    PseAIC(pt)=CseAIC/Ntests; 
     
    PcBIC(pt)=CcBIC/Ntests; 
    PseBIC(pt)=CseBIC/Ntests; 
     
    PcMDL(pt)=CcMDL/Ntests; 
    PseMDL(pt)=CseMDL/Ntests; 
     
end 
plot(Parametro,PcAIC,'-
ok','MarkerFaceColor','k','MarkerEdgeColor','k'); 
hold on 
plot(Parametro,PseAIC,'ko-'); 
hold on 
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plot(Parametro,PcBIC,'-
or','MarkerFaceColor','r','MarkerEdgeColor','r'); 
hold on 
plot(Parametro,PseBIC,'ro-'); 
hold on 
plot(Parametro,PcMDL,'-
ob','MarkerFaceColor','b','MarkerEdgeColor','b'); 
hold on 
plot(Parametro,PseMDL,'bo-'); 
 
xlabel(sel, 'FontWeight','bold'); 
ylabel('Probabilidade', 'FontWeight','bold'); 
xlim([Parametro(1) Parametro(end)]); 
grid on; 
legend('PcAIC', 'PseAIC','PcBIC', 'PseBIC', 'PcMDL', 
'PseMDL'); 
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